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Resumen

El Sindrome de Ovario Poliquistico (SOP) es una de las endocrinopatias mas comunes entre las
mujeres que se encuentran en edad reproductiva. Hay estudios que exponen que esta patologia
afecta entre el 3-15 % de toda la poblacion femenina. En el presente documento se describe el uso y
la comparacion de algunos algoritmos de machine learning con la finalidad de ofrecer una ventana
de oportunidad en la clasificacion de datos de forma eficiente. Por lo que se utilizaron tres algoritmos
para realizar un diagnéstico del SOP contemplando 18 caracteristicas extraidas de la base de datos
“PCOS Dataset” alojada en la plataforma Kaggle.com. Se disefiaron una Red Neuronal Artificial
(RNA) con un 97.5 % de F1, un algoritmo Bayesiano con un 97.6 % de F1 y un algoritmo de los K-
Vecinos mas Cercanos (KNN por sus siglas en inglés) con un 100 % de F1. El analisis realizado
demostr6 que el algoritmo KNN clasifica los datos utilizados de forma Optima, lo que sugiere que
puede ser utilizado para obtener diagnosticos en aplicaciones de laboratorio para obtener una
evaluacion complementaria.

Palabras clave: ovario poliquistico, red neuronal artificial, red Bayesiana, KNN, machine
learning,.

Abstract

Polycystic Ovary Syndrome (PCOS) is one of the most common endocrinopathies among women of
reproductive age. Studies show that this pathology affects between 3-15 % of the entire female
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population. This paper describes the use and comparison of some machine learning algorithms with
the aim of offering a window of opportunity in the classification of data in an efficient way. We used
three machine learning algorithms to perform a diagnosis of the PCOS using 18 features extracted
from the “PCOS Dataset” hosted on the Kaggle.com platform. An Artificial Neural Network (ANN)
with 97.5 % F1, a Bayesian algorithm with 97.6 % F1 and a K-Nearest Neighbors (KNN) algorithm
with 100 % F1 were designed. The analysis performed showed that the KNN algorithm classifies the
data used optimally, suggesting that it can be used to obtain diagnostics in laboratory applications
to obtain a complementary evaluation.

Keywords: polycystic ovary, artificial neural network, Bayesian network, KNN, machine learning.

1. Introduccion

El Sindrome de Ovario Poliquistico (SOP) es una de las endocrinopatias mas comunes entre las
mujeres que se encuentran en edad reproductiva (Guadamuz-Delgado, et al., 2022). Hay estudios
que exponen que esta patologia afecta entre el 3-15 % de toda la poblacion femenina (Mubasher-
Hassan, ef al., 2020). La principal causa de este trastorno es una anormalidad en los ovarios, pero
algunos agentes adicionales tales como el sobrepeso y factores ambientales pueden influir en el
desarrollo de los sintomas individuales del SOP (Aguayo-Gonzalez, 2023). Actualmente se han
estado utilizando los Criterios de Rotterdam (2003) para su diagnoéstico. Este trastorno es
diagnosticado si se cumplen dos de las tres condiciones que presentan estos criterios: 1)
Hiperandrogenismo clinico o bioquimico, 2) Anormalidades en la ovulacion (Oligoovulacion
crénica), y 3) Poliquistosis ovarica por ecografia y un volumen ovarico mayor a 10 ml (Carvajal, et
al., 2010).

Esta anomalia es un trastorno endocrino que se diagnostica después de descartar otras patologias
con sintomas similares, como pueden ser la hiperplasia suprarrenal congénita no clasica, tumores
productores de androgenos, el sindrome de Cushing y otras formas de hiperandrogenismo. Esto
hace que su diagnostico sea complejo, ya que existe una alta heterogeneidad de su expresién clinica,
Esto toma importancia debido a comorbilidades metabdlicas y trastornos reproductivos (Mubasher
Hassan, 2020).

La evidencia sugiere que el hiperandrogenismo es el factor mas determinante en la fisiopatologia del
SOP, lo que se puede determinar si se observan sintomas como hipertension, acné, menstruacion
irregular y produccién inmoderada de androgenos. Cabe destacar que el SOP es una de las
principales causas de infertilidad femenina, ya que impide la correcta evolucién de los foliculos.
(Winnykamien et al., 2016).

Actualmente se ha reportado el uso automatizado de imagenes de ultrasonido para la deteccién de
SOP y hay algunos trabajos de Machine Learning (Alam-Suha et al., 2022). En este trabajo fueron
utilizados tres métodos de Machine Learning: Clasificador Bayesiano Ingenuo (NB), K-Nearest
Neighbors (KNN) y Red Neuronal Artificial (ANN). Para poder hacer uso de estos fue necesario
elegir las principales caracteristicas responsables del SOP y gracias a ellas lograr crear un modelo
predictivo para la identificacion del SOP con la finalidad de generar un algoritmo que sirva como
apoyo a los especialistas de salud y con ello evitar el error humano.
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2. Materiales y Métodos

2.1 Materiales

Para el desarrollo de este proyecto fue necesario tener acceso a la plataforma de datos que se
encuentra en la pagina de Kaggle.com (Moheddine, 2022). Para el desarrollo de los métodos se utilizo
una version de Matlab con licencia de estudiante en un equipo portatil de la compafiia HP con
procesador Intel Core i7 y 8 gigabytes de memoria RAM bajo el sistema operativo de Windows 11
para 64 bits.

2.2 métodos

Procesar y seleccionar correctamente los atributos mas caracteristicos del SOP fue indispensable
para obtener informacién fundamentada con el objetivo de ofrecer un respaldo estadistico ante un
diagndstico realizado por un médico.

Parte de la metodologia incluyd la modificacion de una base de datos existente y la elaboracién de
distintos algoritmos de Machine Learning: Clasificador Bayesiano Ingenuo (NB), Red Neuronal
Artificial (ANN), y el Algoritmo del Vecino mas Cercano (KNN). Después de realizar los diferentes
algoritmos, con el objetivo de comprobar que los métodos aplicados fueron adecuados, se realizé un
analisis de tipo F1 Score donde se evalda la veracidad de todos los algoritmos.

2.3 Base de datos

La base de datos (DB) utilizada fue la PCOS_Dataset (Moheddine, 2022) que contiene el
historial clinico de 541 pacientes diagnosticados con o sin SOP. Los datos son de libre uso dentro de
la plataforma Kaggle.com y tienen oculta la informacién sensible de los participantes. Por lo que solo
se puede tener acceso a la informacion de sus variables respecto al SOP y las clases a las que
corresponden. Fue necesario hacer una reorganizacion y filtracion de los datos ya que se contaba con
varios diagnosticos y caracteristicas como el grupo sanguineo, si presentaba un embarazo, si habia
practicado un aborto anteriormente y cuantos, en caso de estar en un matrimonio, cuantos afnos tenia,
si presentd algiin aumento de peso y medidas morfoldgicas. Asi como caracteristicas de sus habitos,
tales como la actividad fisica o el consumo de comida chatarra. Por lo que, DB se focaliz6 en 18 de 44
caracteristicas, utilizando solo aquellas que poseen informacién numérica distinta de valores 1 y 0 ya
que esto podria afectar el desarrollo de algoritmos. En la Tabla 1 se enlistan las 18 que fueron
utilizadas.

Si bien los datos obtenidos de DB contiene 541 registros, se utilizaron 237 registros (68 de la clase
PCOS +y 169 de la clase PCOS -), los cuales contienen las caracteristicas indicadas en la Tabla 1 de
forma completa, el resto de los registros, indicaban espacios vacios, por lo que fueron descartados.
A su vez, se dividi6 en cuatro partes de forma aleatoria: 65 % de la clase positiva (BDP), 65 % de la
clase negativa (BDN), el 35 % restante de la clase positiva (BDTP) y el 35 % restante de la clase
negativa (BDTN) esto para obtener datos con los cuales realizar pruebas después del entrenamiento
de los algoritmos generados.



Carfiedo-Figueroa et.al TECNOCIENCIA CHIHUAHUA, Vol. XVII (1) e 1193 (2023)

Tabla 1. Caracteristicas utilizadas de la base de datos.
Table 1. Used database characteristics.

No. Caracteristica
1 Indice de Masa Corporal (BMI)
2 Hemoglobina
3 Gonadotrofina Coriénica Humana I (I 3-HCG)
4 Gonadotropina Coriénica Humana II (II 3-HCG)
5 Hormona Estimulante del Foliculo (FSH)
6 Hormona Luteinizante (LH)
7 Relacion FSH/LH
8 Hormona Estimulante de la Tiroides (TSH)
9 Hormona antimiilleriana (AMH)
10 Prolactina (PRL)
11 Vitamina D3
12 Progesterona (PRG)
13 Glucosa en Sangre (RBS)
14 Presion Sistdlica
15 Presion Diastolica
16 Cantidad de foliculos en el ovario izquierdo
17 Cantidad de foliculos en el ovario derecho
18 Tamano del Endometrio

2.4 Clasificador bayesiano ingenuo

Para el desarrollo del primer algoritmo, se optd por un clasificador Bayesiano Ingenuo (NB),
mediante el cual se le asigna una etiqueta a un elemento segin sus caracteristicas, rasgos o
propiedades, mediante el andlisis de los datos basado en la ecuacion Ec. (1) del teorema de Bayes.

P(B|A)P(4)

PUIB) = P(B) Ec. (1)

Donde “A” y “B” son eventos aleatorios. Siendo la probabilidad del evento “A” en el evento “B” en
términos de la distribucion de la probabilidad condicional del evento “B” en el evento “A”
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multiplicado por la distribucion de probabilidad marginal de “A” (Palomar, et al., 2017). El algoritmo
se puede describir tal cual como se muestra en la Fig. 1.

Caracteristicas

Media

A
<

Varianza

Prioriti

Muestra

v

Evidencia

v

Posteriori

v

Resultados

Figura 1. Diagrama de flujo del algoritmo Bayesiano.
Figure 1. Diagram of Bayesian algorithm.

Una vez realizados los célculos se tomé en cuenta la condicién que se puede observar en la Ec. (2)
para la clasificacion del dato muestra, en donde Z(1) hace referencia a la probabilidad de que el
vector caracteristico sea positivo y Z(2) a la probabilidad obtenida del vector como negativo.

Clase — {posztwo

si Z(1) > Z(2)

negativo si Z(2) = Z(1)

Ec. (2)

La variable Clase podria quedar dentro de una de las dos clases tomando en cuenta los intervalos

calculados: si toma el valor de -positivo-, entonces, los datos ingresados provienen de un paciente con

SOP, en cambio si el resultado se encontrd fuera del intervalo, los datos pertenecen a un paciente sin

SOP.

2.5 Red neuronal (ANN)

Una red neuronal artificial es el conjunto de secuencias matematicas que pueden recibir datos a

modo de caracteristicas, cuentan con una funcién de activacion, una polarizacién y sus respectivos

puntos sindpticos, que al momento de ser entrenada por medio de diversos algoritmos puede

clasificar un dato muestra (Garcia-Chavez et al., 2021).
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La estructura de la red neuronal (ver Fig. 2) fue base para el desarrollo del siguiente algoritmo de
clasificacion, se entrend con los siguientes hiper parametros de forma experimental:

e factor de aprendizaje de 0.01,

e 3,000 épocas

e 5neuronas

e Una capa oculta,

e Verificacién de minimos locales de 2,000
e  Error maximo le-25.

Capa Oculta Capa de salida
Entrada Salida
18 2
5 2

Figura 2. Estructura de la Red Neuronal Artificial.
Figure 2. ANN estructure.

Para el entrenamiento de la red neuronal se utilizé el algoritmo de gradiente descendiente basado
en retro propagacion utilizando BDP y BDN con las 18 caracteristicas de la Tabla 1 como conjuntos
de entrenamiento.

Para poder hacer uso de la red neuronal entrenada, se utilizd la Ec. (3), considerando que Muestrai es
el vector caracteristico por evaluar. La matriz de confusion obtenida después del entrenamiento
quedo como se muestra en el Fig. 3.

y = ANN(Muestra;) Fe. (3)
Entrenamiento

W 7 0 100%
% 17.4% 0.0% 0.0%
2 5 0 128 100%
5 0.0% 82.6% 0.0%
§ 100% 100%

0.0% 0.0%

1 2

Clase objetivo

Figura 3. Matriz de confusion de la red neuronal.
Figure 3. Confusion matrix of ANN.
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K vecinos cercanos (KNN)

El algoritmo del vecino mas cercano es una de las formas mas sencillas de Machine Learning
para poder clasificar una base de datos usando un modelo de entrenamiento tomando las distancias
euclidianas entre los datos vecinos que se encuentren mas cercanos; dandose a si mismo opciones
para su propia modificacion con el objetivo de reducir las limitaciones y obstaculos, asi como mejorar
su precision y aplicabilidad (Uddin et al., 2022).

Se realiz6 una comparacion de las distancias obtenidas para efectuar la clasificacion adecuada y
mediante la funcién “fitcknn” ejecutada en Matlab®, se programo el KNN con las 18 variables de la
Tabla 1.

3. Resultados y discusion

Las métricas de los resultados obtenidos por cada algoritmo se obtuvieron mediante las ecs. (4)-
(7) con lo que se logré obtener la Precision, Recall, Exactitud y F1 score. En donde TP (True Positive)
son los verdaderos positivos, TN (True Negative) verdaderos negativos, FN (False Negative) falsos
negativos y FP (False Positive) falsos positivos, obtenidos al pasar los datos de BDTP y BDTN por los
algoritmos desarrollados.

o P
Precision=—— Ec. (4)
FP+TP

r Ec. (5)

Recall=
P+ FN
Exactitud= e
TP+TN + FP+ FN Ec. (6)
Fl=2 Precision-Recall Ec. (7)
Precision+Recall

Al analizar las métricas de los resultados de cada algoritmo desarrollado en conjunto con los
algoritmos de otros autores se obtuvieron los datos expuestos en la Tabla 2, en los que la precision
maxima fue obtenida mediante el algoritmo de aprendizaje supervisado KNN con un valor del 100
%. Con un F1 score de 97.5 % para el algoritmo bayesiano, 97.6 % para ANN y 100 % para KNN.
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Tabla 2. Comparacién de resultados obtenidos.
Table 2. Comparison of results obtained.

Precision Recall Exactitud F1 Score

Bayesiano 95.1 % 100 % 97.6 % 97.5%
ANN 97.6 % 97.6 % 98.8 % 97.6 %
KNN 100 % 100 % 100 % 100 %
Bayes (Prapty y Shitu, 2020) 80 % 80% 93 % 80 %
Random Forest (Prapty y Shitu, 2020) 84 % 84 % 93.5% 84 %
KNN (Denny et al., 2019) 8333 % - 86.58 %  40.98 %
KNN (Madhumitha et al., 2021) 97 % 9% 97 % 95.98 %
Bayes (Mubasher-Hassan y Mirza, 94 % 76 % 81 % 84 %
2020)

Los datos expuestos en la Tabla 2 sugieren que el uso de algoritmos de agrupamiento basadas en las
18 caracteristicas que se utilizaron en el presente estudio son éptimos para la deteccién y clasificacion
de SOP. Superior 2.4 % en comparacion con la red neuronal desarrollada y a 2.5 % del algoritmo
Bayesiano desarrollado.

Se puede denotar una diferencia en la puntuacion del F1 score con los autores (Prapty et al., 2020)
quienes utilizaron caracteristicas booleanas como el ciclo menstrual regular, grosor del cabello,
pérdida de cabello y la denotaciéon de cambios fisicos en el cuerpo. De igual manera (Denny et al.,
2019) trabajo con datos que pueden ser considerados como booleanos dentro de su conjunto de datos.

(Madhumitha et al., 2021) y (Mubasher Hassan et al., 2020) quienes utilizaron datos obtenidos de
imagenes, lograron generar algoritmos competitivos, sin embargo, se puede notar una diferencia en
el F1 score de sus métricas con las generadas en el presente documento.

Tras una comparacion de los resultados de los distintos trabajos con el presente, es posible identificar
una gran disparidad de valores con una diferencia de 3 % hasta 20 % en la precision, de 5 % a 20 %
en el recall, de 3 % a 19 % en la exactitud y de 16 % hasta 59 % en el F1 score. Los resultados obtenidos
sugieren que el desarrollo de algoritmos de machine learning tienen un mejor desempefio cuando se
involucran datos no booleanos dentro de entrenamiento incrementado las métricas que se puedan
obtener.

4. Conclusiones

Los resultados obtenidos, muestran que en términos generales es recomendable utilizar
caracteristicas descriptivas no booleanas para el desarrollo de algoritmos de machine learning. De
igual manera se deberan validar los algoritmos generados utilizando informacion de algunas otras
anomalias similares para obtener una evaluaciéon complementaria de lo desarrollado en este
documento.
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Es necesario destacar que la presencia del Sindrome de Ovario Poliquistico en la salud femenina ha
alcanzado un importante interés dentro de los factores de riesgo para las mujeres en edad
reproductiva, puesto que es una anomalia que afecta directamente en los problemas de infertilidad
y de salud materna.

Se puede concluir que el uso de inteligencia artificial para el diagnostico de este tipo de
enfermedades puede ser muy util. Por lo tanto, se puede generar alguna aplicacién que resulte
practico en laboratorios para el pre diagnéstico de la existencia del SOP, asi como también el
desarrollo de herramientas de asistencia al médico.
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