
Según el informe mundial sobre la discapacidad de 
la Organización Mundial de la Salud (OMS) hasta el 
2011 se estimaba que alrededor de 1 000 millones 
de personas (15 % de la población mundial) cuenta 
con alguna discapacidad ya sea motriz, auditiva, 
de lenguaje, visual o mental (OMS, 2011). Las cau-

sas principales de estas discapacidades están clasificadas en: 
nacimiento y cognitivas, por alguna enfermedad, accidente o 
vejez.

En América Latina y el Caribe entre el 80 % y 90 % de la po-
blación adulta con alguna discapacidad no cuenta con empleo 
debido a que no se tiene un transporte o instalaciones ade-
cuados para ellos. Por el mismo motivo entre el 20 % y 30 % 
de los niños con discapacidad no asisten a la escuela (OMS, 
2011).

Según cifras del INEGI hasta el año 2014, de aproximadamen-
te 120 millones de personas en México, 7.2 millones (6 % de 
la población) presenta alguna discapacidad, 2.97 millones (el 
41.3 %) cuenta con una discapacidad motriz a causa de alguna 
enfermedad, 0.63 millones (el 8.8 %) por accidente y 2.38 mi-
llones (el 33.1 %) por edad avanzada (INEGI, 2015). Con el fin 
de ayudar a esta población vulnerable algunos investigadores 
se han enfocado al desarrollo de diferentes herramientas que 
apoyen el avance de su autonomía (N Mak & Wolpaw, 2009). 
Tal es el caso del control de prótesis, sillas de ruedas o algún 
dispositivo externo de acuerdo con alguna acción de control. 
Gracias a los avances en la tecnología y a la reducción de 
costos en la misma, las interfaces cerebro computadora que 
usualmente se describen por su nombre en inglés Brain Com-
puter Interface (BCI) han tenido un gran auge en el desarrollo 
de sistemas de control (Minguez, 2008). Una de las técnicas 
que se utiliza en sistemas BCI, es la visualización motora, la 
cual es la representación mental de un movimiento, pero sin 
realizar ningún gesto físico. De esta manera, una persona con 
discapacidad física puede imaginar el movimiento y el sistema 
BCI lo identificará y podrá realizar una acción de control en 
apoyo a la persona con discapacidad.

El electroencefalograma (EEG) es una prueba que permite el 
registro de la actividad cerebral. Este sistema se considera 
como el método más empleado para la adquisición de las se-
ñales eléctricas del cerebro ya que tiene una alta resolución 
temporal, es fácil de usar y seguro (Avila Perona, 2006). El EEG 
registra la actividad eléctrica en un corto periodo de tiempo a 
través de múltiples electrodos situados en el cuero cabelludo.
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Un sistema BCI básico que analiza señales de un EEG cons-
ta de cuatro componentes: adquisición de señales, prepro-
cesamiento de señales, extracción de características y cla-
sificación (Véase Figura 1). El componente de adquisición 
de señal es responsable de registrar las ondas cerebrales y 
enviarlas al componente de preprocesamiento para mejo-
rar la señal y reducir el ruido. El componente de extracción 
de características identifica atributos discriminativos de la 
señal mejorada, en algunos casos disminuye el tamaño de 
los datos aplicados al componente de clasificación y los cla-
sificadores se encargan de traducir las señales en coman-
dos de dispositivo.

En la literatura se han desarrollado e implementado di-
ferentes modelos matemáticos para el procesamiento, 
extracción de características y clasificadores. Dentro de 
ellos destacan aquellos basados en Common Spatial Pa-
ttern (CSP) para proporcionar señales más fáciles de cla-
sificar y que nos conduzcan a variaciones óptimas para 
la discriminación de dos señales de EEG relacionadas con 
visualizaciones motoras (Wang, Gao, & Gao, 2006) (Yang, 
Shakhavi, Ang, & Guan, 2015) (Duan, Hongxin, Muhammad 
Saad, & Fang, 2018). De igual manera, dos de los filtros más 
utilizados por los investigadores para separar bandas de 
frecuencia en las señales EEG son los filtros Butterworth 
y Chevyshev (Sun, Zuren, Badong, & Na, 2018) (Steven W. 
Smith, 2002) (Yang, Luo & Ke, 2016). Una vez que se tiene 
la señal filtrada sigue la tarea de extraer las características. 
En este punto, modelos estadísticos basados en el cálcu-
lo de la media, mediana, sesgo, moda, entre otros, suelen 
implementarse para identificar patrones en las señales. 
En la parte de clasificación de las señales, modelos como 
Máquinas de Vectores de Soporte (Duan, Hongxin, Muham-
mad Saad, & Fang, 2018) (Olivas Padilla, Chacón Murguia, 
& Ramirez Quintana, 2017)  Clasificadores Lineales (Myr-
den & Chau, 2016) (Tan, Sa, & Yu, 2016) Redes Neuronales 
(Rejendra Acharya, Shu Lih, Yuki, Hong Tan, & Hojjat, 2017) 

(Zhang, Yan , & Gong, 2017) (Yousef Rezaei & Halici, 2017) 
entre otros, han demostrado dar resultados superiores al 
80 % en la clasificación de señales EEG. 

En la Facultad de Ingeniería de la Universidad Autónoma 
de Chihuahua se han realizado diferentes investigaciones 
en donde alumnos de la carrera de Ingeniería Matemáti-
ca y de la Maestría en Ingeniería en Computación se han 
dado a la tarea de implementar varias estrategias para el 
análisis de señales EEG. Estas señales fueron adquiridas 
de diferentes bases de datos que se comparten en la li-
teratura, tal es el caso de BCI Competiton http://www.
bbci.de/competition/, Physionet https://www.physionet.
org/, Temple University Hospital EEG https://www.isip.
piconepress.com/, UC Irvine Machine Learning Repository 
https://archive.ics.uci.edu/, Multimedia Authoring & Ma-
nagement using your Eyes & Mind http://www.mamem.
eu/. Actualmente, los alumnos trabajan para identificar los 
modelos más robustos que logren dar buenos resultados 
en las diferentes problemáticas en que se enfoca el análisis 
de señales EEG. De igual manera, se trabaja con la adquisi-
ción de señales crudas censadas por el equipo de OpenBCI 
http://openbci.com/, la etapa de procesamiento en tarje-
tas Raspberry Pi 3 y las acciones de control en diferentes 
dispositivos electrónicos como brazos robóticos, control de 
motores, entre otros. Con el desarrollo de este tipo de in-
vestigación los alumnos tienen la oportunidad de poner en 
práctica lo aprendido en su carrera para la solución de pro-
blemas reales y además aportan en el desarrollo tecnológi-
co de la comunidad. Todo el equipo que se tiene para el de-
sarrollo de esta investigación fue adquirido gracias al apoyo 
del proyecto PRODEP Laboratorio de Sistemas Electrónicos 
y Procesamiento de Bio- Señales Aplicado al Desarrollo de 
Neuro-Interfaces de Control, BCI. 

Figura 1. Diagrama de bloques de componentes del siste-
ma BCI.
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